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1 Introduction 

L’augmentation du stress hydrique dans certaines parties du monde, y compris en Europe 

(http://aqueduct.wri.org/atlas), la prise de conscience de la valeur de l’eau douce comme 

une source rare, ainsi que les évolutions sociétales conduisent à imposer une diminution des 

pertes en eau tout au long de la chaîne de production depuis les ressources naturelles 

jusqu’au consommateur. Un des postes importants des pertes en eau concerne les réseaux 

de transports et de distribution d’eau. Le pilotage hydraulique des réseaux consiste à mettre 

en place une série d’actions afin de rechercher et réparer les fuites sur les réseaux le plus 

rapidement possible. Ce pilotage est assuré à travers l’observation de données provenant de 

deux éléments importants dans le réseau à savoir, la télé relève des consommateurs et les 

capteurs du réseau qui renseignent sur la situation en cours (débit, pression, température, 

etc.). De nouveaux flux de données arrivent en permanence permettant de diagnostiquer en 

temps réel les anomalies du réseau. Le traitement de ces flux de données nécessite des 

techniques avancées qui permettent d’assurer la gestion des 3 V de Big Data, à savoir : le 

volume des données, la vitesse d’acquisition et de traitement, et la variété des types de 

données. 

Les techniques de gestion de flux de données massifs qui ont été développées jusqu’à 

présent constituent une concurrence naturelle pour WAVES. Les systèmes dits de Gestion de 

Flux de Données (DSMS Data Stream Management System) posent des requêtes continues 

sur des flux de données de nature éphémère. WAVES se démarque sur plusieurs axes où il 

n’y a pas de concurrents : a) La plateforme du projet WAVES est open source alors que les 

DSMS actuels sont des produits très onéreux, b) WAVES sémantise les flux de données sur 

lesquels portent les traitements et il raisonne sur ces flux, c) il met en œuvre des techniques 

de résumés sémantiques, d) il dispose d’un langage adapté (DSL) à l’expression des 

processus de filtrage, e) il restitue les résultats des traitements à l’aide de visualisations 

permettant de rendre compte des flux de données. Actuellement, il existe une variété 

importante de systèmes de traitement de flux de données. Cependant, la conception d’une 

architecture optimale reste très complexe en raison de différentes contraintes en termes de 

distribution de tâches, la répartition et le stockage de données et enfin la tolérance aux 

pannes. De plus, l’utilisation des données sémantiques ajoute à la fois des avantages et des 

défis sur les choix technologiques. En effet, la modélisation unifiée des flux de données 

hétérogènes est un élément clé pour permettre un traitement fluide et homogène. En 

revanche, des contraintes s’ajoutent telles que le choix d’un format de compression de 

données RDF pour optimiser le transfert de données, le choix des techniques de stockage 

permanent et temporaire de données RDF, ainsi que l’environnement optimal de 

raisonnement à travers des requêtes SPARQL continues. Ce livrable décrit un état de l’art sur 

les systèmes distribués, et présente les choix technologiques réalisés pour définir le premier 

socle technique du projet WAVES. 
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2 Architecture WAVES - Schéma global 

 

Figure 1 : Architecture WAVES – Schéma global 

La Figure 1 donne un aperçu succinct de l’architecture de la plateforme WAVES. Elle se 

compose (de gauche à droite) de : 

• Un filtre natif : il prend en entrée des flux de données dans leur format natif (e.g. CSV, 

XML, etc.) et il produit un nouveau flux en sortie de même format. Ce filtre se charge de 

nettoyer les données en supprimant les erreurs et en compensant les valeurs 

manquantes. Il se charge également de réduire la grande volumétrie des données avant 

de procéder au raisonnement. Il utilise donc des techniques de résumé de flux de 

données telles que l’échantillonnage, le clustering, etc. 

• Un convertisseur : il a pour rôle de convertir en RDF les flux de données hétérogènes. La 

sémantisation se conforme à une ontologie de description des flux de données 

provenant des capteurs. Le convertisseur devra être capable d’assurer une 

transformation à la volée en un temps d’exécution rapide tout en gérant une grande 

volumétrie de données. 

• Un filtre sémantique (Smart’Op) : Il constitue l’élément central de la plateforme. Il prend 

en entrée des flux sémantiques et produit des décisions comme des alertes ou des 

singularités résultant des raisonnements effectués sur les flux. Il permet de raisonner sur 

ces flux sémantiques et d’inférer de nouvelles connaisances à l’aide des requêtes 

SPARQL continues (e.g. C-SPARQL). Il accède à la base des règles ainsi que la base de 

connaissances (en haut) qui contient la description des capteurs et éventuellement la 

topologie du réseau. Cette connaissance peut être modifiée par une rétroaction 

déclenchée par des règles de décisions. Par exemple, le filtre découvrant qu’un capteur 

est défectueux, met à jour la base de connaissance. Le filtre sémantique pourrait être 

scripté à l’aide d’un DSL (Domain Specific Language). Ce dernier simplifiera la définition 

et la mise en place de filtres et briques de raisonnement. 



 

Projet WAVES 7 D2.1 – Dossier d’architecture – v2 

 

• Un adaptateur : Il prend en entrée des données sémantiques provenant des filtres 

sémantiques et les convertit aux formats requis par les applications du milieu extérieur. 

3 Systèmes distribués : Etat de l’art  

Cette section fournit un aperçu sur plusieurs approches de traitement de données massives 

dans des systèmes distribués.  Elle ne couvre pas toutes les plateformes ou les outils 

existants, mais se focalise sur les systèmes qui sont largement utilisés à l’état actuel. 

Récemment, de nombreuses applications sont apparues, utilisant des flux de données 

provenant de sources distribuées et hétérogènes. La réalisation d’un tel système demeure 

un défi scientifique qui devra prendre en compte le volume de données, leur vitesse et leur 

variété. Quelques prototypes ont été proposés afin de définir une architecture système qui 

assure la gestion des flux de données massifs en temps réel. D’autre part, le domaine du 

web sémantique propose à travers un format commun (RDF) de combiner plusieurs 

systèmes hétérogènes et ainsi pallier à la variété des données. Dans ce qui suit, on décrit 

quelques systèmes existants adaptés au traitement des flux de données brutes sur une 

plateforme distribuée.  

3.1 Apache Hadoop 

Nombreux sont les géants de l’informatique qui sont à l’origine des systèmes distribués 

largement répandus dans le marché. Le point clé dans le fonctionnement distribué est de 

gérer la répartition des calculs et des données sur un ensemble d’entités indépendantes 

formant un cluster. Cette répartition devra prendre en compte les ressources disponibles en 

terme d’espace mémoire, espace disque, débit, etc.  

Apache Hadoop [1] est l’un de ces systèmes distribués très utilisé pour analyser des données 

massives. Il permet de gérer un système de fichiers de données distribuées HDFS (Hadoop 

Distributed File System) qui supporte le stockage sur un très grand nombre de machines. 

L’avantage de HDFS est de limiter le temps de transfert en attribuant à chaque entité du 

cluster la tâche de traiter les données qu’elle contient. Hadoop est basé sur l’algorithme du 

calcul parallèle MapReduce [2] où le temps de calcul est normalement divisé par le nombre 

des entités qui effectuent la tâche. Ce traitement en parallèle est basé sur le mode batch où 

chaque calcul dure un certain temps. Il est très performant pour analyser de grands volumes 

de données. Néanmoins, il n’a pas été conçu pour satisfaire les besoins d’analyses à fortes 

contraintes temporelles, par exemple, dans le cas de détection en temps réel des anomalies 

ou des fraudes bancaires. Pour contourner la nature du mode « batch », d’autres solutions 

apparaissent dans l’écosystème Big Data dont les plus populaires sont Apache Storm et 

Spark Streaming. 

3.2 Apache Storm 

Apache Storm [3] est une solution orientée temps réel basé sur le concept de traitement des 

événements complexes (CEP) et utilise la notion d’une topologie. Concrètement, c’est un 

système de calcul distribué tolérant aux pannes qui garantit le traitement des données au 

moins une fois.  Storm s’articule autour de 4 concepts : 



 

Projet WAVES 8 D2.1 – Dossier d’architecture – v2 

 

• Tuple : il représente un message au sens ‘Storm’ à savoir une liste de valeurs nommées 

typées dynamiquement. 

• Stream : une collection de tuples ayant le même schéma. 

• Spout : il consomme les données depuis une source et transmet un ou plusieurs streams 

aux bolts. 

• Bolt : un nœud de traitement des tuples qui peut générer des streams qui seront 

transmis à d’autres bolts. Il peut également écrire les données en sortie sur des 

plateformes de stockage externe. 

La topologie de Storm (cf. Figure 2) est représentée par un réseau sous forme de graphe 

orienté acyclique comprenant : des spouts qui servent pour l’ingestion des données ; et bolts 

pour exécuter les tâches de calcul. Elle définit aussi la manière dont les données sont 

échangées ainsi que le parallélisme souhaité. 

 

 

Figure 2 : Topologie d'Apache Storm 

Storm supporte également un niveau d’abstraction supplémentaire à travers l’API Trident 

[5]. Cette API intègre certaines fonctions sur un ensemble de données tel que la jointure, 

l’agrégation et le groupement. Il permet d’effectuer des traitements ordonnés par mini-

batch de N tuples. En revanche, Storm ne fournit aucun support de stockage de Big Data 

comme dans Hadoop. 

3.3 Spark Streaming 

Spark Streaming [4] est un autre système de traitement en temps réel basé sur le paradigme 

de programmation MapReduce. Il est l’extension d’Apache Spark, un logiciel d’analyse qui 

accélère le traitement de données sur une plateforme Hadoop. Spark est 10 à 100 fois plus 

rapide que Hadoop grâce à la réduction du nombre d’écritures et de lectures sur disque. 

Pour cela, il utilise une abstraction appelée RDD (Resilient Distributed Dataset) qui permet, 

de manière transparente, de monter en mémoire des données distribuées sur HDFS et de les 

persister sur disque si besoin. Le RDD a l’avantage d’assurer une tolérance aux pannes sans 

avoir à recourir aux mécanismes de réplication souvent coûteux. Il permet de persister 

explicitement les données intermédiaires en mémoire, contrôler leur partitionnement afin 

d’optimiser leur emplacement, et les manipuler en utilisant un ensemble d’opérations (map, 

filter, join). Spark Streaming étend Spark par un fonctionnement en micro-batch. Il accumule 

les données pendant une certaine durée pour produire un micro-RDD sur lequel il exécute le 
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calcul souhaité. Pour cela, à la différence de Storm qui exécute un traitement un par un, 

Spark Streaming ajoutera un délai entre l’arrivée d’un message et son traitement. Son API 

est identique à l’API classique de Spark. Il est ainsi possible de traiter des flux de données de 

la même manière qu’on traite les données statiques. 

3.4 Systèmes distribués hybrides 

Des systèmes ont été également proposés dans le but de définir des architectures hybrides 

qui gèrent à la fois un traitement en batch et en temps réel tels que l’architecture Lambda et 

Storm-Yarn.  

L’idée de l’Architecture Lambda [5] est d’utiliser simultanément le traitement par batch sur 

l’ensemble des données pour fournir des vues complètes, et le traitement en temps réel des 

flux de données pour fournir des vues dynamiques. Les sorties issues des deux traitements 

peuvent être réunies au niveau de la présentation. Cette architecture tente d’équilibrer le 

débit, le temps de latence et la tolérance aux pannes. Elle est composée de 3 couches : 

• La couche batch gère le stockage de l’ensemble de données, ainsi que le calcul des vues 

complètes sur un ensemble ou une partie importante de données. Ces vues sont mises à 

jour peu souvent vu que le temps de calcul peut être long (quelques heures). 

• La couche temps réel permet de traiter les données récentes (qui ne sont prises en 

compte dans la couche batch) afin de compenser la latence élevée de la couche batch. 

Elle calcule en continu des vues temps réel de manière incrémentale en se basant sur un 

système de traitement de flux (e.g. Storm) et sur des bases de données de 

lecture/écriture aléatoire. La latence de traitement est de l’ordre de quelques 

millisecondes. 

• La couche de service permet de gérer la fusion de résultats issus des couches batch et 

temps réel. La logique de fusion est à la charge du développeur qui devra définir 

comment les données seront exploitées. 

L’avantage de l’architecture Lambda est sa capabilité de traiter et conserver les flux de 

données, tandis que l’historique volumineuse de données est également traité par un 

pipeline de lots. Néanmoins, la dualité des couches batch et temps réel exige de produire le 

même résultat à partir de deux chemins différents. Cela nécessite le maintien de code dans 

deux systèmes distribués complexes, conçus différemment, tout en assurant l’unicité de 

traitement d’un événement.  

Storm-sur-Yarn [6] est une autre solution développée par Yahoo! pour co-localiser le 

traitement temps réel avec le traitement en batch. L’idée est de rendre possible l’exécution 

des technologies Hadoop et CEP dans un même cluster au lieu de deux clusters séparés. La 

charge utilisée par Storm varie souvent selon le débit et le volume de données à traiter. 

Storm-sur-Yarn permet de gérer les pics de charges et allouer dynamiquement des 

ressources, normalement utilisées par Hadoop, à Storm en cas de besoin. De plus, Yahoo! a 

ajouté des mécanismes qui permettent aux applications Storm d'accéder aux données 

stockées dans HDFS et HBase. 
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4 Définition du premier socle technique 

 

Figure 3 : Socle technique de WAVES 

L’architecture WAVES (Figure 3) couvrira l’ensemble des phases pour le traitement distribué 

et temps réel des flux de données sémantiques : la collection et sémantisation des flux de 

données à grande échelle, le filtrage et le raisonnement pour la détection des anomalies, et 

le stockage de données. 

4.1 Génération de résumés et sémantisation de données 

A l’arrivée de données des capteurs, le premier module se charge de nettoyer, résumer, et 

structurer les données pour pouvoir raisonner.  

4.1.1 Génération de résumés 

Ces flux de données provenant des capteurs sont permanents et arrivent à une grande 

vitesse. Ils produisent une gigantesque masse de données, impossible à stocker entièrement 

et à traiter en temps voulu. Il est donc primordial de ne stocker que les données qui sont 

pertinentes en réalisant des résumés, par exemple, par extraction d’un échantillon 

représentatif du flux par des approches statistiques. Dans un premier temps, 3 types 

d'échantillonnage seront implémentés à savoir : échantillonnage aléatoire uniforme, 

échantillonnage réservoir et échantillonnage chaîné. 
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4.1.2 Sémantisation de données 

La modélisation unifiée des flux de données hétérogènes est un élément clé pour permettre 

un traitement fluide et homogène. Cela permet à la fois d’assurer une unification syntaxique 

en utilisant un seul format RDF, et une unification sémantique à travers un vocabulaire 

commun. La conversion de données brutes en RDF devra prendre en charge plusieurs 

formats de données d’entrée tels que JSON, CSV, XML. Cette sémantisation se traduit par 

une conversion de ces données en triplets RDF agrémentés d'une dimension temporelle qui 

caractérise l'arrivée quasi continue de ces flux sémantiques. Elle respectera un modèle 

ontologique dédié au domaine des réseaux d’eau. Plusieurs ontologies ont été récemment 

développées notamment avec l’émergence de SSW (Semantic Sensor Web) [7]. Par exemple, 

l’ontologie SSN (Semantic Sensor Network), encodée en OWL, a été développée par le W3C 

Incubator Group (SSN XG3) pour décrire d’une façon générale les capteurs en termes de 

capacités, processus de mesures, observations et déploiements [8]. Des extensions de 

l’ontologie SSN [9, 10, 11] ont été également proposées dans la littérature afin de définir 

une structuration plus fine de certains concepts peu détaillés (e.g. valeur d’observation 

"ObservationValue") et ainsi optimiser le requêtage. 

4.2 Filtres sémantiques (Smart’Op) 

Au cœur de l’architecture de WAVES se trouvent les filtres sémantiques (ou smart’op) qui 

permettent de filtrer et raisonner sur les flux de données RDF, et qui pourront être scriptés à 

l’aide d’un DSL (Domain Secific Language). Les données produites par les filtres sémantiques 

peuvent être par exemple des alertes ou des singularités résultant des raisonnements 

effectués sur les flux. Ces données alimentent un dispositif permettant soit de déclencher 

des actions, soit d’initier des rétroactions. Un filtre sémantique prend en entrée un ou 

plusieurs flux de données et produit à la sortie un seul flux de données. 

Le filtre sémantique devra être capable d’assurer un traitement rapide et en continu des flux 

de données. Cela permet de garantir des comportements temporels prédictifs, respecter les 

échéances et ingurgiter un volume important des flux RDF. Cela nécessite une plateforme 

distribuée et scalable de messagerie et de calcul qui raisonne sur les flux RDF à travers des 

requêtes continues en SPARQL. Ces requêtes doivent s'adapter au débit d'arrivée des 

données dynamiques et s'évaluer continuellement afin de tenir en compte le caractère 

évolutif du flux. Le SPARQL standard sera ainsi étendu en introduisant la notion de fenêtre 

glissante et des opérateurs spécifiques au traitement des flux de données.  

4.2.1 Système distribué de messagerie : Apache Kafka 

Apache Kafka [12] est un système distribué de messagerie publish/subscribe développé à 

l’origine par LinkedIn et capable d’ingurgiter un nombre très important de messages par 

seconde (ordre de 10
6
). Il est plus rapide que les systèmes JMS classiques (Apache ActiveMQ, 

JBossMQ, etc.) car la distribution des messages ne prend pas en compte l’ordre et l’accusé 

de réception. Il sera utilisé dans WAVES comme un middleware d’échange et de distribution 

de données. Il existe 4 éléments importants dans Kafka : 

• Topic : Kafka permet de classifier les messages dans des catégories appelées topics (e.g. 

animal, voiture, etc.)  prédéfinies par l’utilisateur. Afin de faciliter la parallélisation des 
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traitements, un topic est découpé en partitions qui sont répliquées sur plusieurs 

machines.  

• Producteur : il envoie un message à un topic. Ce message est assigné à l’une des 

partitions par défaut de manière uniforme (algorithme d’ordonnancement round-robin). 

• Consommateur (cf. Figure 4) : Chaque consommateur est associé à un groupe souscrit à 

un topic. Une partition ne peut être consommée que par une unique instance d’un 

consommateur d’un groupe donné. Le nombre maximum de consommateurs travaillant 

en parallèle est déterminé par le nombre de partitions dans chaque topic. Kafka permet 

un « re-balancing » des partitions pour les répartir parmi les consommateurs présents. 

Chaque consommateur utilise un pointeur de lecture (offset) pour tracer et contrôler sa 

position de lecture. 

• Brokers : ils représentent les serveurs du cluster où les partitions sont répliquées. 

Chaque message persiste dans le broker durant une période de rétention prédéfinie par 

l’utilisateur. Chaque broker est capable de traiter des téraoctets de messages en même 

temps. 

 

 

Figure 4 : Consommation des messages dans Apache Kafka 

 

Dans Kafka, la coordination entre les brokers est assurée à travers Apache Zookeeper [13]. 

Par exemple, ce dernier permet d’élire un leader pour une partition d’un topic donné ou 

d’introduire (à chaud) un nouveau broker dans le cluster. Zookeeper se charge également de 

piloter les consommateurs et de stocker les derniers points de lecture par chaque 

consommateur dans chaque partition.  

4.2.2 Système distribué de calcul : Apache Storm 

Un système distribué de traitement de flux de données est un élément central dans WAVES 

permettant d’assurer une haute scalabilité et un temps de réponse rapide. Ce système devra 

supporter un raisonnement scalable sur les flux de données en utilisant des requêtes 

SPARQL continues (voir section 8.2.3). Plusieurs plateformes de calcul distribué en temps 

réel existent comme Apache Storm, Apache S4 ou Spark Streaming. Elles offrent des 
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stratégies différentes de partitionnement de données et de répartition des tâches. Pour tirer 

profit de chaque plateforme, nous avons décidé de considérer un système distribué comme 

un plugin dans l’architecture WAVES. L’idée est d’assurer une modularité à travers une API 

qui permet d’introduire de manière flexible un système de calcul existant ou futur. Lors de 

développement d’un tel système, des contraintes devront être considérées telles que la 

distribution dynamique des données et des tâches, l’ordonnancement et la parallélisation 

des traitements, tout en optimisant le trafic réseau et la charge de travail. 

 

Figure 5 : Composition d’une topologie Storm dans WAVES 

Pour le développement du premier socle technique, nous avons décidé d’utiliser Storm 

comme un système distribué de calcul. En effet, Storm propose un modèle simple de 

traitement basé sur le concept d’une topologie, facilitant ainsi la configuration et le 

parallélisme des calculs en temps réel (cf. Section 3.2). Il est supporté par une communauté 

active et utilisé dans plusieurs projets. La composition d’une topologie Storm dans WAVES 

est illustrée dans Figure 5. Elle comprend (au minimum): 

• Kafka Spouts (consommateur) pour lire les flux sémantiques depuis les brokers Kafka. 

• Bolts de fenêtrage pour gérer l’horloge de traitement des données. 

• Bolts de raisonnement à travers des requêtes SPARQL continues. 

 

De plus, 3 éléments sont importants pour le fonctionnement d’une topologie Storm : 

• Nimbus : le nœud maître en charge de distribution d’instructions sur le cluster, 

l’attribution de tâches, le monitoring, etc. 

• Superviseur : il est indispensable dans chaque machine afin de dialoguer avec le 

Nimbus et lancer/arrêter les traitements en local. 

• Zookeeper : Il se charge de la coordination du cluster Storm. 
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4.2.3 SPARQL Continu 

Un moteur de requêtage continu devra être capable de raisonner non seulement sur les flux 

de données, mais aussi sur les données statiques et même l’ensemble de jeux de données 

du nuage Linked Open Data (LOD). Les requêtes doivent s'adapter au débit d'arrivée des flux 

de données et s'évaluer continuellement afin de tenir compte du caractère évolutif du flux. 

La sémantique des requêtes SPARQL doit permettre des traitements basés sur le temps ou 

l'ordre d'arrivée de données. Le SPARQL standard sera étendu en introduisant la notion de 

fenêtre glissante adaptable (portion définie d'un flux). 

Quelques prototypes ont été proposés récemment dans la littérature en s’inspirant des 

travaux effectués par la communauté des bases de données classiques. Par exemple C-

SPARQL [14] est l'une des premières extensions de SPARQL destinée à supporter les 

requêtes continues. D’autres projets étendant SPARQL ont vu le jour. SPARQL-Stream [15] 

étend le SPARQL pour que celui-ci puisse gérer des opérateurs de fenêtrage sans se 

préoccuper des performances des requêtes. CQELS [16], le langage le plus récent, permet 

d’agir nativement sur les flux RDF et les requêtes continues sans passer par des outils 

intermédiaires. Ces projets prennent en compte l’aspect temporel des flux et implémentent 

des opérateurs de fenêtrage. Toutefois aucun de ces exemples n’est vraiment adapté à la 

grande volumétrie des flux de données distribués. Les requêtes sur ces données doivent être 

capables de s’exécuter dans un environnement dynamique à fortes contraintes temporelles. 

La distribution de ces requêtes ainsi que les données joue un rôle important pour garantir un 

certain niveau de scalabilité et de latence. Cette répartition devra prendre en compte 

l’optimisation du trafic réseau et la charge de travail. En outre, la répartition des donnés 

dans plusieurs plateformes de stockage RDF nécessite la mise en place d’une fédération 

SPARQL [17]. Cela pose une question sur la meilleure stratégie à suivre pour exécuter de 

manière optimale la fédération des requêtes SPARQL continues. A notre connaissance, il 

existe deux travaux [11,12] qui proposent d’exécuter des requêtes SPARQL continues de 

manière distribuée. En revanche, leur performance n’a pas été évaluée dans un contexte de 

raisonnement complexe, et il n’y a aucune prise en compte de l’aspect fédération. 

4.3 Stockage de données 

Deux approches de stockage de données devront être utilisées dans WAVES. La première 

approche permet de stocker en mémoire les données intermédiaires de traitements pour 

avoir un accès input-output rapide et peu coûteux. La deuxième approche permet de 

persister les données statiques et les résumés pertinents des flux de données sur disque. 

Il existe plusieurs solutions de stockage NoSQL en mémoire tels que Memcached [18] et 

Redis [19]. Les données sont stockées en mémoire vive sous un format de type clé-valeur, et 

peuvent être représentées sous plusieurs structures telles que des chaînes de caractères, 

des listes, des hashs et des sets. Une étude comparative [20] montre des performances quasi 

similaires entre Memcached et Redis en termes de temps d’exécution. Dans le cadre de 

WAVES, nous avons décidé d’utiliser Redis parce qu’il supporte plus de fonctionnalités pour 

manipuler les données. Contrairement à Memcached, Redis permet de persister 

périodiquement les données sur disque, ce qui permet d’éviter la perte de données en cas 

de panne. Il supporte également un langage de script basé sur LUA permettant d’écrire des 

procédures stockées dont l’atomicité d’opération est garantie par l’architecture 
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monothreadé. Il est utilisé dans plusieurs plateformes en ligne telles que Pinterest, Flickr, 

Github, Twitter, etc. Les requêtes dans Redis sont traitées rapidement avec des indices de 

performances en O(Log(n)) et peu sensibles à l’augmentation de volume. De plus, la 

structure Sorted Set de Redis fournit une implémentation pratique des fenêtres glissantes. Il 

permet de gérer automatiquement l’échantillonnage en opérant des agrégations sur un 

intervalle de temps, mais l’éviction devra être programmée manuellement. 

Quant à la deuxième approche de stockage, il existe plusieurs variétés des triplestore pour 

stocker les triplets RDF comme Sesame, Virtuoso, GraphDB, Blazegraph, etc. Dans WAVES, 

un triple store sera utilisé pour stocker les ontologies, les descriptions des capteurs et les 

données d’entrée et de sortie des traitements. Le choix de ce triplestore sera principalement 

déterminé par sa capacité de scalabilité et son utilisabilité.  

 

4.4  Compression de données RDF : le format d’échange RDSZ 

4.4.1 Approche de RDSZ 

La distribution de calcul permet d’améliorer la scalabilité, mais elle entraine également 

d’autres critères de performance tels que la latence et la bande passante du réseau lors de 

transfert de données. Il convient donc de réduire la surcharge de communication 

notamment lorsqu’il s’agit d’une représentation très verbeuse de données comme celle de 

RDF. Pour ce faire, nous avons décidé d’intégrer dans WAVES un algorithme de compression 

proposé dans [21] et appelé RDSZ (RDF Differential Stream compressor based on Zlib). Cette 

approche tire parti des similitudes structurelles entre les éléments dans un flux pour 

encoder un graphe RDF dans un format différentiel RDSZ, et ensuite elle compresse les 

données encodées avec Zlib.  

RDSZ se base sur un mécanisme d’encodage qui exploite les similitudes structurelles de 

façon qu’un nouvel élément RDF (e.g., un ensemble de triplets RDF, un fichier RDF, un 

graphe RDF, etc.) puisse être représenté sur la base d’un élément RDF précédemment traité. 

L’encodage RDSZ décompose chaque élément RDF en deux parties à savoir : Pattern et 

Bindings. 

 

  

Pattern représentant les relations entre les variables Bindings : relie chaque variable avec sa valeur 

1
er

 Exemple en RDF 

Figure 6 : Encodage en RDSZ composé de Pattern et Bindings formant le Contexte 
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Pour chaque élément RDF, RDSZ ordonne les triplets RDF tout d’abord selon le sujet. Ensuite, 

les triplets ayant le même sujet sont ordonnés selon les propriétés. Enfin, ceux qui partagent 

l’objet et la propriété sont classés selon l’objet. Une fois les triplets sont ordonnés, les sujets 

et les objets sont remplacés par des variables x0, x1...xn générant ainsi ce qu’on appelle le 

Pattern. Ce dernier représente la structure de l’élément RDF en termes de propriétés reliant 

les variables (objets et sujets) entre eux. La correspondance entre chaque variable et sa 

valeur est représentée par les Bindings comme illustré dans la Figure 6 : Encodage en RDSZ. 

Après avoir décomposé un élément RDF en Pattern et Bindings, l’algorithme RDSZ vérifie si 

ce contexte existe ou non dans le cache et exécute l’une des opérations suivantes : 

• Si le pattern n’existe pas, RDSZ génère un identifiant pour ce pattern et il le stocke 

dans le cache avec ses bindings, formant ainsi ce qu’on appelle Contexte.  

• Si le pattern existe, RDSZ récupère son identifiant et l’associe au l’élément courant. 

Concernant les bindings, RDSZ vérifie si l’élément courant (N) et l’élément précédent 

(N-1) partagent certains bindings. Si le binding est le même que l’élément précédent, 

RDSZ laisse une ligne vide dans les bindings de l’élément. Lors de décodage, RDSZ se 

base sur l’élément précédent pour déduire les bindings de l’élément courant. 

L’élément RDF courant est finalement encodé sous forme de bindings accompagné 

de l’identifiant du contexte correspondant. En se basant sur l’exemple dans la Figure 

6 et le pattern généré, nous considérons le nouvel exemple RDF suivant et nous 

illustrons son encodage dans la Figure 7. Notons que la valeur « Wonderboy » a été 

remplacée par un champ blanc dans les bindings, comme elle existait dans l’élément 

précédent (illustré dans Figure 6 : Encodage en RDSZ). 

 

 

 

 

En utilisant les patterns stockés, RDSZ permet d’exploiter les structures d’éléments RDF 

précédemment traités pour encoder les nouveaux éléments sous un format plus réduit 

comprenant uniquement les bindings et un identifiant de pattern. Les patterns sont stockés 

dans un cache de type LRU (Least Recently Used) doté d’une capacité prédéfinie et garde en 

mémoire les données qui sont récemment utilisées. Une fois les éléments RDF sont encodés 

en RDSZ, ils sont compressés en utilisant Gzip pour exploiter plus de redondances dans les 

données. L’implémentation Java  de RDSZ est disponible en ligne sur 

https://bitbucket.org/norbertofdz/rdsz/overview. Nous avons effectué un test pour évaluer 

le taux de compression de RDSZ. Sur un corpus entre 1000 et 1500 fichiers N3, nous avons 

obtenu un taux de compression entre 55% et 70% en utilisant seulement la compression 

RDSZ, et un taux de compression entre 70% et 80% en utilisant RDSZ et puis Gzip.   

Exemple 2 en RDF 

Bindings de l’exemple 2 en se basant sur 

l’encodage de l’exemple 1 – l’index de ligne 

réfère au numéro des variable x0,  x1, x2… 

Figure 7 : Encodage RDSZ d’un 2
ème

 élément RDF 
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4.4.2 Adaptation de RDSZ dans WAVES 

Extraction d’espaces de noms : Pour adapter l’approche de compression RDSZ dans WAVES, 

nous avons tout d’abord décidé d’améliorer le taux de compression afin d’optimiser la 

communication entre les nœuds. Pour ce faire, nous avons exploité l’utilisation des espaces 

de noms dans RDF afin de réduire l’espace occupé par les URLs qui sont habituellement de 

longues chaines de caractères. A chaque contexte (Pattern+Bindings) créé, nous associons 

une liste des préfixes qui correspondent aux espaces de noms extraits. Ainsi, les URLs dans 

les bindings sont écrits sous forme de chaines de caractères plus courtes à l’aide de préfixes. 

Le Tableau 1 : Taux de compressions en combinant RDSZ affiche les taux de compressions 

obtenus sur deux fichiers N3 après l’application de RDSZ, RDSZ+Gizp, RDSZ+préfixes, et puis 

RDSZ+préfixes+Gzip. En utilisant la  dernière approche sur notre corpus de fichiers, on a 

obtenu des taux de compression entre 80% et 90%. 

Tableau 1 : Taux de compressions en combinant RDSZ, Gzip et espaces de noms 

File Taille 

original 

RDSZ RDSZ + Gzip RDSZ w/ 

espaces de 

noms 

RDSZ w/ 

espaces de 

noms + Gzip 

File1.n3 1347 bytes 520 char. 

(61.4%) 

244 bytes 

(81.9%) 

296 char. 

(78.0%) 

208 bytes 

(84.6%) 

File2.n3 1437 bytes 643 char. 

(55.3%) 

274 bytes 

(80.9%) 

339 char. 

(76.4%) 

237 bytes 

(83.5%) 

 

Stockage de contextes : L’adaptation de RDSZ dans un contexte distribué nécessite un 

stockage centralisé des contextes RDSZ pour que toutes machines y accèdent lors 

d’encodage/décodage d’éléments RDF. Nous avons donc choisi de stocker les contextes dans 

Redis permettant un accès rapide d’écriture et de lecture. Chaque contexte créé est 

sauvegardé automatiquement dans Redis ainsi que dans le cache LRU. LRU maintient 

uniquement les contextes récemment utilisés, tandis que Redis maintient tous les contextes 

créés depuis le début.  

Encodage des bindings : Pour encoder les bindings, RDSZ vérifie si certaines variables ont les 

mêmes valeurs entre l’élément courant (N) et l’élément précédent (N-1). Cet encodage n’est 

pas applicable dans un mode distribué où l’élément courant et l’élément précédent peuvent 

être assignés à deux machines différentes. Les machines devront donc communiquer pour 

échanger les données, ce qui surcharge le trafic réseau. Pour pallier ce problème, nous avons 

choisi de réaliser l’encodage de bindings de l’élément courant en se basant sur les bindings 

associés au contexte. Comme les contextes sont stockés dans une plateforme centralisée, 

toutes les machines peuvent y accéder afin de compresser et décompresser les éléments 

RDF. 

4.5 Définition de flux d’événements WAVES 

Un événement WAVES correspond à une mesure envoyée par un capteur à un instant 

donné.  Chaque événement est représenté par un graphe nommé comprenant un ensemble 

de triplets RDF associés à un timestamp et transférés sous un format compressé RDSZ. Cette 

modélisation est utilisée lors d’échange de données entre les sources et les filtres. A 
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l’intérieur d’un filtre sémantique, cette modélisation devra être convertie sous la forme d’un 

tuple Storm i.e., une liste de valeurs nommées. Par exemple, un tuple qui représente un 

événement WAVES pourra comprendre 4 champs comme suivant : 

1. L’identifiant de l’événement 

2. Le timestamp de l’événement 

3. Le format de représentation de données (RDSZ, Turtle, TriG, N3, etc.) 

4. L’ensemble de triplets (payload) modélisé comme un objet Java Sesame (Statement) 

ou un autre objet abstrait propre à WAVES. 

La conversion d’une représentation RDF vers une modélisation système (e.g., Tuple) peut se 

dérouler à l’entrée du filtre sémantique ou lors de manipulation de données intermédiaires 

stockées en mémoire (Redis). Le système devra néanmoins limiter le nombre de conversions 

pour ne pas affecter la performance et la rapidité de traitement.  

Un flux de données WAVES est un ensemble d’événements représenté par les champs 

suivants : 

1. L’identifiant de flux (stream_id) 

2. Collection d’événements WAVES qui peuvent concerner un type de mesure (débit, 

température, etc.) ou un instant donné. Cette définition dépend de la logique de 

conception de la partie raisonnement. 

La décomposition en plusieurs flux peut être basée, par exemple, sur le type de mesures 

comme débit, température et pression.  

4.6 Gestion d’identifiants 

Tous les identifiants dans WAVES sont statiques et attribués lors de configuration du 

système, excepté les identifiants d’événements qui sont générés à l’arrivée de données. Le 

DSL de WAVES devra assurer l’unicité d’identifiants statiques lors de configuration. Ces 

identifiants sont sous forme d’une URI. Par exemple, l’identifiant d’un flux sera sous forme 

de <prefix>/stream/<stream_id>, et l’identifiant d’un événement sous forme 
<prefix>/stream/<stream_id>/<event_id>. 

Pour les identifiants d’événements, le système doit les générer automatiquement en 

garantissant que deux événements appartenant au même flux n’ont pas les mêmes 

identifiants. Cela nécessite un mécanisme d’attribution d’identificateurs globalement 

uniques (i.e., UUID ou GUID) ou un mécanisme qui respecte les contraintes de distribution 

(e.g., unicité par flux). Cependant, comme un événement sera traité par plusieurs outils en 

mémoire (Kafka, Redis, etc.), il convient d’utiliser des identifiants courts pour ne pas 

entraver la performance. Des identifiants codés sur 128 bits comme le GUID ne seront donc 

pas adaptés. Il faut donc un mécanisme qui permet de générer automatiquement des 

identifiants courts tout en garantissant l’unicité. Pour ce faire, il convient d’utiliser une 

approche basée sur la génération aléatoire d’identifiants avec une probabilité infime de 
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collision. Par exemple, l’algorithme Simpleflake
1
 génère des identifiants à 64 bits avec une 

probabilité de collision à l’ordre de 1.0787 x 10^-9 à 100 insertions par seconde. 

Les identifiants courts dans WAVES ont le format suivant : <prefix>-<id>[_<sub. id>...]. Les 

préfixes prédéfinis sont S (stream), E (event) et F (filter). D’autres préfixes plus longues 

peuvent être utilisés tel que Src (source). 

4.7 Référence de temps et gestion d’horloge 

Les données fournies par Ondeo Systems pour un jour J sont disponibles au traitement le 

lendemain matin à 6. a.m de J+1. Les résultats de ce traitement doivent être disponibles aux 

opérateurs de réseaux à 9 a.m., donc 3 heures après la réception de données. Comme ce 

traitement est différent de l’approche temps réel, WAVES doit fournir une référence de 

temps qui coordonne la lecture et la manipulation de données provenant de différentes 

sources. Cette référence devra être indépendante de l’horloge système de façon que : 

1. Le timestamp de la donnée correspond à l’instant t du jour J 

2. Le temps de traitement des données entre J et J+1 devra être accéléré pour qu’il soit 

terminé en 2 ou 3 heures au lieu de 24 heures. 

La référence de temps peut être aussi connectée au système de surveillance WAVES afin 

d’adapter le traitement au débit d’événements ou à d’autres facteurs. Par exemple, un 

système peut accélérer le traitement d’événements pendant les nuits quand il est très 

gourmand en ressources mémoire et processeur. 

4.8 Fenêtres glissantes 

Pour créer des fenêtres glissantes dans WAVES, deux façons sont possibles :  

 

• Buffers circulaires (Rolling buffer en anglais) : Il s’agit de créer des buffers en mémoire de 

taille fixe. C’est une solution rapide et efficace, mais en cas d’une panne (e.g., crash 

JVM), le contenu de buffer est perdu. De plus, si la taille de fenêtre est très grande, elle 

peut causer une erreur de type OutOfMemory dans les workers de Storm. Cette solution 

est donc peut être utilisée pour des fenêtres à quelques minutes. Au-delà de cette taille, 

la deuxième solution suivante est recommandée. 

 

• Ensemble trié de Redis (Sorted Sets ou ZSets) : Redis fournit une structure appelée 

Sorted Sets permettant de créer des fenêtres glissantes.  Le Sorted Set s’agit d’un Set 

(ensemble) avec la possibilité d’attacher un score à chaque valeur. Le score doit 

forcément être une valeur numérique et il indique l’ordre de l’élément dans l’ensemble. 

Cela peut représenter un prix ou par exemple un timestamp unix. En utilisant le 

timestamp comme le score de l’ordre, on peut créer et gérer des fenêtres glissantes. 

Cette solution permet un traitement à haut débit (stockage mémoire, accès rapide 

O(log(n))) ainsi que la persistance de données. En cas de panne ou de crash JVM, seules 

les dernières minutes de données seront éventuellement perdues. 

                                                      
1
 http://akmanalp.com/simpleflake_presentation/  
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4.9 Distribution et traitement parallèle 

Un filtre WAVES prend comme entrée plusieurs flux d’événements et produit un seul flux 

d’événements. La distribution des flux d’événements aux différents nœuds de cluster est 

assurée par l’intermédiaire de Kafka. Dans le contexte de Storm, les Kafka spouts et les Kafka 

bolts se chargent de lire (resp. écrire) des flux de données depuis (resp. dans) Kafka en 

sérialisant/dé-sérialisant les événements. Chaque flux correspond à un topic Kafka ayant 

comme identifiant stream_id (l’identifiant court de flux). Un filtre WAVES appartient à un 

groupe de consommateurs Kafka (un groupe souscrit à un ou plusieurs topics).  Le groupe de 

consommateurs a comme identifiant filtre_id (l’identifiant court de filtre). 

 

Comme les triplets sont agrégés dans une fenêtre circulaire en C-SPARQL, le système ne 

pourra pas paralléliser l’exécution de C-SPARQL pour un step. Une seule instance d’un filtre 

WAVES doit exécuter C-SPARQL dans le step courant. Par contre, plusieurs instances d’un 

filtre WAVES peuvent exécuter des steps différents. Cela nécessite donc un mécanisme qui 

permet d’assigner le step à une seule instance d’un filtre WAVES. Cette tâche devra être 

assurée par un composant appelé stepBolt. 

 

Grâce à l’utilisation de Kafka, les composants d’une topologie Storm peuvent être distribués 

sur plusieurs JVMs workers au lieu d’une seule JVM. Cependant, le stepBolt est le seul 

composant qui doit être instancié une seule fois et s’exécute sur un seul worker de cluster. 

Cette contrainte assure qu’un step soit déclenché une seule fois dans le cluster.  

 

5 Conclusion 

Ce document décrit les choix technologiques effectués pour concevoir l’architecture de 

WAVES. Ces choix couvrent plusieurs étapes nécessaires à la réalisation de la plateforme, 

notamment : le stockage des données, le traitement distribué, la modélisation et la 

compression de données et la gestion des flux de données. L’architecture actuelle, étant 

modulaire, fournit une API qui permet de manipuler et distribuer les événements, et 

déployer le traitement sur un système distribué de calcul. Elle est paramétrable en utilisant 

un fichier de configuration qui permet de définir l’entrée et la sortie des systèmes, les 

requêtes à exécuter, etc. L’objectif, à terme, est d’aboutir à une distribution dynamique et 

auto-adaptative des traitements capable de prendre en compte des faits tels que la 

disparition d’un noeud (recovery) et sa remise en service, voire, optionnellement, 

l’introduction d’un nouveau noeud (scalabilité à chaud). 
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Glossaire 

 

CEP 

CSV 

DSL 

DSMS 

HDFS 

JMS 

JSON 

LOD 

OWL 

RDD 

RDF 

RDSZ 

SPARQL 

SSN 

SSW 

UUID 

GUID 

XML 

W3C 

Complex Event Processing  

Comma-separated values 

Domain Specific Language 

Data Stream Management System 

Hadoop Distributed File System 

Java Messaging Service 

JavaScript Object Notation 

Linked Open Data 

Web Ontology Language 

Resilient Distributed Dataset 

Resource Description Framework 

RDF Differential Stream compressor based on Zlib 

Query language for RDF 

Semantic Sensor Network 

Semantic Sensor Web 

Universally Unique IDentifier 

Globally Unique IDentifier 

Extensible Markup Language 

World Wide Web Consortium 
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